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概要
ここでは線形モデルによって回帰や判別を行う方法について説明する。これらは昔
から使われてきた単純な方法であるが、計算が容易である、解析しやすい、人間が
理解しやすいなどの優れた特徴を持っている。

目次：
1. 線形回帰

1.1 教師あり学習からの導出
1.2 統計的な解析
1.3 正則化項
1.4 学習アルゴリズム

2. ロジスティック回帰（線形モデルによる判別）
2.1 教師あり学習からの導出
2.2 統計的な解析
2.3 学習アルゴリズム

記号の使い方：
A := B は、Bで Aを定義する、Bを Aに代入することを意味する
[n]は nまでのインデックスの集合を表し [n] := {1, 2, · · · , n}
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線形モデル
線形モデルによる教師あり学習

回帰：線形回帰
判別・分類：ロジスティック回帰　

線形性：f(α1x1 + α2x2) = α1f(x1) + α2f(x2)
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線形モデルの特徴
特徴

計算（学習）や理論的解析が容易
人間が理解しやすい
複雑な現象（非線形性を持つもの）を説明できない

データ： {(xd, yd)}d∈[D], xd ∈ Rn, yd ∈ R

線形関数（アフィン関数）：y = wTx+ b

x̃ :=

(
1
x

)
∈ R1+n, w̃ :=

(
b
w

)
∈ R1+n とすると、wTx+ b = w̃T x̃

以下では、１次元を増やした x̃d, w̃ を xd,w ∈ Rn として考える。
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線形回帰

予測器
y ≃ ŷ = wTx (パラメタは w)

誤差関数
予測誤差の２乗

L(y, ŷ) :=
1

2
(y − ŷ)2 y:目標　ŷ:予測値

学習
min
w

∑
d∈[D]

(yd −wTxd)
2

目的関数の 1/2D は省略
線形回帰は最小２乗法や重回帰とも呼ばれる
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学習アルゴリズム

X :=


xT
1

xT
2
...

xT
D

 ∈ RD×n, y :=


y1
y2
...
yD

 ∈ RD　とする。

学習の行列表現
min
w

∥y −Xw∥2

X が列フルランク rank(X) = nと仮定

学習アルゴリズム
最適解は解析的に与えられる

w∗ := (XTX)−1XTy
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証明

F (w) := ∥y −Xw∥2 = (y −Xw)T (y −Xw)

= yTy − 2yTXw +wTXTXw

最適解の必要条件 ∇F (w∗) = 0を考える。

∇F (w∗) = −2XTy + 2XTXw∗ = 0

⇐⇒ XTXw∗ = XTy

⇐⇒ w∗ = (XTX)−1XTy (∵ rank(X) = nより逆行列は存在)

また、∇2F (w)は半正定値である。なぜなら、任意の v ∈ Rn に対して

vT∇2F (w)v = 2vTXTXv = 2(Xv)T (Xv) ≥ 0

よって、F (w)は凸関数となり、∇F (w∗) = 0は最適解の必要十分条件

以上より、w∗ = (XTX)−1XTy が最適解。
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確率モデルに基づいた解析
データ {(xd, yd)}d∈[D] が次の確率モデルから生成されたサンプル（標本）とする。

yd = wTxd + ϵd (d ∈ [D])

⇐⇒ y = Xw + ϵ

ϵはノイズ（測定誤差など）を表す確率変数

ここで確率変数 ϵ ∈ RD が従う仮定として、次のものを考える。

誤差項に対する仮定
仮定 1：E[ϵ] = 0

仮定 2：V[ϵ] = σ2I I は単位行列
仮定 3：ϵ ∼ N(0, σ2I)

※仮定 3は仮定 1,2を含むより強い仮定
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不偏推定量

不偏推定量
仮定１のもとで、推定量 w∗ := (XTX)−1XTy は不偏推定量である。

E[w∗] = w

証明：

w∗ = (XTX)−1XTy

= (XTX)−1XT (Xw + ϵ)

= w + (XTX)−1XT ϵ

E[w∗] = E[w + (XTX)−1XT ϵ]

= w + (XTX)−1XTE[ϵ]
= w (∵ 仮定 1)

この意味でこの計算に正当性があるといえる
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最良線形不偏推定量
仮定 2のもとで

V[w∗] = V[w + (XTX)−1XT ϵ]

= (XTX)−1XTV[ϵ]X(XTX)−1

= (XTX)−1XTσ2IX(XTX)−1 (∵ 仮定 2)

= σ2(XTX)−1

ガウス・マルコフの定理
仮定 1,2のもとで、w∗ := (XTX)−1XTy は、y の線形変換で表される不偏推定
量 w̃ の中で最も分散が小さい。

V[w̃] ⪰ V[w∗]

※ A ⪰ B は、A−B が半正定値行列であることを意味する

この性質を最良線形不偏推定量や BLUE(best linear unbiased estimztor)と呼ぶ
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証明
推定量 w̃ として、y の線形変換で表せるものを考える。

w̃ = Cy

任意の w に対して不偏推定量であるためには、
w = E[w̃] = E[C(Xw + ϵ)] = CXw

である必要があるため、CX = I.

V[ŵ] = V[C(Xw + ϵ)] = CV[ϵ]CT = Cσ2ICT = σ2CCT

V[w∗] = σ2(XTX)−1

P := C − (XTX)−1XT とすると、
PP T = (C − (XTX)−1XT )(C − (XTX)−1XT )T

= CCT − (XTX)−1XTCT −CX(XTX)−1 + (XTX)−1XTX(XTX)−1

= CCT − (XTX)−1 − (XTX)−1 + (XTX)−1

= CCT − (XTX)−1
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証明（続き）
つまり、

V[w̃]− V[w∗] = σ2CCT − σ2(XTX)−1 = σ2PP T

となるため、
V[w̃] ⪰ V[w∗]

この意味で w∗ は線形不偏推定量 ŵ の中で最も分散が小さいといえる。

また、Tr(V[w̃]) ≥ Tr(V[w∗]) が成り立つ。そして、

Tr(V[w̃]) = Tr(E[(w̃ −w)(w̃ −w)T ]) = E[Tr((w̃ −w)(w̃ −w)T )]

= E[Tr((w̃ −w)T (w̃ −w))] = E
[
∥w̃ −w∥2

]
.

同様に、Tr(V[w∗]) = E
[
∥w∗ −w∥2

] である。よって、
E
[
∥w̃ −w∥2

]
≥ E

[
∥w∗ −w∥2

]
.

これは w∗ は真の値 w からの距離が小さいことを意味する。
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最尤推定法
仮定 3では次の式に従う。

y = Xw + ϵ, ϵ ∼ N(0, σ2I)

このとき、
y ∼ N(Xw, σ2I)

尤度関数
l(y;w) =

1

(2πσ2)D/2
exp

{
− 1

2σ2
(y −Xw)T (y −Xw)

}
対数尤度関数

log l(y;w) = −D

2
log 2πσ2 − 1

2σ2
∥y −Xw∥2

対数尤度関数の最大化は線形回帰と等価
max
w

log l(y;w)

つまり、線形回帰は最尤推定法とみなせる
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決定係数
決定係数 R2

線形回帰のデータへの当てはまりの良さの尺度
0 ≤ R2 ≤ 1 で、大きいほど当てはまりがよい。
R2 は寄与率とも言う。また、その平方根を重相関係数と言う。

定義：
V[y]： データ {yd}d∈[D] の標本分散
V[ŷ]： 予測値 {ŷd}d∈[D] の標本分散

E2： 平均 2乗予測誤差 1

D

∑
d∈[D]

(yd − ŷd)
2

ρ(y, ŷ)： {(y, ŷd)}d∈[D] の標本相関係数

決定係数
R2 :=

V[ŷ]
V[y]

= 1− E2

V[y]
= ρ(y, ŷ)2
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証明
w∗ := (XTX)−1XTy

ŷ := Xw∗

ϵ := y − ŷ

まず、

XT ϵ = XT (y − ŷ) = XTy −XTX(XTX)−1XTy = 0

が成り立つ。このとき、

ŷT ϵ = (Xw∗)T ϵ = w∗TXT ϵ = 0 (1)

である。また、XT の１行目は eT := (1, 1, · · · , 1)なので、XT ϵ = 0の一番目は

eT ϵ = 0 (2)

となる。このとき、次の計算より y と ŷ の標本平均は等しくなる。

E[y] = 1

D
eTy =

1

D
eT (ŷ + ϵ) =

1

D
eT ŷ = E[ŷ]
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証明（続き）
V[y] = 1

D
(y − E[y]e)T (y − E[y]e)

=
1

D
(ŷ + ϵ− E[ŷ]e)T (ŷ + ϵ− E[ŷ]e)

=
1

D
(ŷ − E[ŷ]e)T (ŷ − E[ŷ]e) + 2

D
(ŷ − E[ŷ]e)T ϵ+ 1

D
ϵT ϵ

= V[ŷ] + E2 (∵ (1)(2))

よって、 V[ŷ]
V[y]

=
V[y]− E2

V[y]
= 1− E2

V[y]

Cov[y, ŷ] :=
1

D
(y − E[y]e)T (ŷ − E[ŷ]e)

=
1

D
(ŷ + ϵ− E[ŷ]e)T (ŷ − E[ŷ]e)

=
1

D
(ŷ − E[ŷ]e)T (ŷ − E[ŷ]e) + 1

D
ϵT (ŷ − E[ŷ]e)

= V[ŷ] (∵ (1)(2))

よって、 ρ(y, ŷ)2 :=
Cov[y, ŷ]2

V[y]V[ŷ]
=

V[ŷ]2

V[y]V[ŷ]
=

V[ŷ]
V[y]
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決定係数
上段は一次関数、下段は二次関数の予測。R2 だけでは全てを判断できない。
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正則化項の導入
線形回帰を行う上での問題

多重共線性：
rank(X) < n のとき、w∗ が計算できない。
数値的不安定：
XTX に 0に近い固有値があると、w∗ の分散が大きくなる。

V[w∗] = σ2(XTX)−1

過学習：
テストデータで予測精度が悪化することもある

これらの問題を解決するために、正則化項を加えることが有効
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正則化付き学習

正則化付き学習
Ridge回帰

min
w

∥y −Xw∥2 + λ∥w∥2

LASSO回帰
min
w

∥y −Xw∥2 + λ∥w∥1

Elastic Net回帰

min
w

∥y −Xw∥2 + λ1∥w∥1 + λ2∥w∥2

∥w∥1 :=
∑n

i=1 |wi|

ハイパーパラメータ λ ≥ 0は正則化の強さを表す定数
LASSO回帰は最適解 w∗ の各要素が 0になりやすい。このため、予測器の解
釈がし易くなる。
Elastic net回帰は、Ridge回帰と LASSO回帰の中間の性質がある。
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学習アルゴリズム
Ridge回帰： min

w
∥y −Xw∥2 + λ∥w∥2

　　　解析解が得られ、w∗ = (XTX + λI)−1XTy.

LASSO回帰： min
w

∥y −Xw∥2 + λ∥w∥1

　　　この問題は w, s ∈ Rn を変数とする次のような２次計画問題となる。
min
w,s

wTXTXw − 2yTXw + λeTs

s.t. −s ≤ w ≤ s.

Elastic Net回帰： min
w

∥y −Xw∥2 + λ1∥w∥1 + λ2∥w∥2

　　　この問題は w, s ∈ Rn を変数とする次のような２次計画問題となる。
min
w,s

wT (XTX + λ2I)w − 2yTXw + λ1e
Ts

s.t. −s ≤ w ≤ s.

2次計画問題の汎用解法で解くことも可能だが、専用解法の方が高速
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LASSOの学習アルゴリズム
補助変数法を使う。

最小化したい関数

f(w) :=∥y −Xw∥2 + λ∥w∥1

に対し、次のように G(w,v)を定義する（ρはXTX の最大固有値）。

G(w,v) := ρ(w − v)T (w − v)− 2(y −Xv)TX(w − v)

+ (y −Xv)T (y −Xv) + λ∥w∥1

このとき、次の関係が成り立つ。
∀w,v, f(w) ≤ G(w,v)

∀w, f(w) = G(w,w)
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証明

f(w) := ∥y −Xw∥2 + λ∥w∥1
= ∥(y −Xv)−X(w − v)∥+ λ∥w∥1
=(w − v)TXTX(w − v)− 2(y −Xv)TX(w − v)

+ (y −Xv)T (y −Xv) + λ∥w∥1
G(w,v) := ρ(w − v)T (w − v)− 2(y −Xv)TX(w − v)

+ (y −Xv)T (y −Xv) + λ∥w∥1

ρI ⪰ XTX より、
ρ(w − v)T (w − v)− (w − v)TXTX(w − v)

= (w − v)T (ρI −XTX)(w − v)

≥ 0

よって、f(w) ≤ G(w,v).

また、v = w のとき、上記の不等式は等式になるため、f(w) = G(w,w)
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補助関数法の適用

LASSO回帰の学習アルゴリズム
ステップ０ 初期点として w ∈ Rn を決める。
ステップ１ w̃ := w とする。
ステップ２ w := argmin

w∈Rn
G(w, w̃)

ステップ３ 終了条件を満たしていなければ、ステップ１に戻る

ステップ２では、次の最適化問題を解くことになる。

min
w

ρ(w − w̃)T (w − w̃)− 2(y −Xw̃)TX(w − w̃)

+ (y −Xw̃)T (y −Xw̃) + λ∥w∥1

この最適化問題は分割して簡単に解くことができる。
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最適化問題の分割
c := −XT (y −Xw̃)とすると、目的関数は次のように変形できる。
（「定数」は変数 w に依存しない部分）

ρ(w − w̃)T (w − w̃) + cT (w − w̃) + λ∥w∥1 + 定数

=
∑
i∈[n]

ρ (wi − w̃i)
2
+ ci (wi − w̃i) + λ|wi| + 定数

=
∑
i∈[n]

ρ

(
wi − w̃i +

1

ρ
ci

)2

+ λ|wi| + 定数

=
∑
i∈[n]

ρ

(
wi −

(
w̃i −

1

ρ
ci

))2

+ λ|wi| + 定数

要素ごとに分割して最適化を行うことができる。

∀i ∈ [n], min
wi

ρ

(
wi −

(
w̃i −

1

ρ
ci

))2

+ λ|wi|
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ステップ２の計算
この最適化問題の最適解は次のように表せる（理由は次スライド）

w∗
i = Sλ/2ρ

(
w̃i −

1

ρ
ci

)
ただし、Sα(x)はソフト閾値関数で

Sα(x) :=


x− α (α ≤ x)

0 (−α < x < α)

x+ α (x ≤ −α)

よって、次の式によって反復点を更新
ステップ２の計算

c := −XT (y −Xw̃)

∀i ∈ [n], wi := Sλ/2ρ

(
w̃i −

1

ρ
ci

)
この解法を ISTA(iterative shrinkage threshold algorithm)と呼ぶ。
これに改良を加えた FISTAという解法もある。
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証明

y ∈ R, α ≥ 0を定数としたとき、関数 f(x) :=
1

2
(x− y)2 + α|x| の最小解は、

x∗ = Sα (y) :=


y − α (α ≤ y)

0 (−α < y < α)

y + α (y ≤ −α)

となる。

証明：
• −α < y < αの場合、

f(x) =
1

2
(x− y)2 + α|x| ≥ 1

2
(x2 − 2|x||y|+ y2) + α|x|

≥ 1

2
(x2 − 2α|x|+ y2) + α|x| = 1

2
(x2 + y2) ≥ 1

2
y2 = f(0)

　最後の不等号は x = 0のときのみ等号が成立する。

• α ≤ y の場合、f̃(x) :=
1

2
(x− y)2 + αxとすると、∀x, f(x) ≥ f̃(x)より、

f(y − α) ≥ min
x

f(x) ≥ min
x

f̃(x) = f̃(y − α) = f(y − α)

　 minx f̃(x)は x∗ = y − αが唯一の最小点。

• y ≤ αの場合も、f̃(x) :=
1

2
(x− y)2 − αxとすれば、上の証明と同様
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Elastic Net回帰の学習アルゴリズム

f(w) := ∥y −Xw∥2 + λ1∥w∥1 + λ2∥w∥2

次の関数を考える。

gk(w) := (ρ+ λ2)(w −wk)
T (w −wk)− 2(y −Xwk)

TX(w −wk)

+ (y −Xwk)
T (y −Xwk) + λ1∥w∥1

後は LASSOと同じように考えることができる。

最適解は次の計算による反復で求めることができる。

∀i, [wk+1]i := Sλ1/2(ρ+λ2)

(
[wk]i −

1

ρ+ λ2
ci

)

中田和秀 (Science Tokyo) 線形回帰とロジスティック回帰 27 / 42



確率モデルに基づいた解析
ベイズの定理を使うと、データ D = {(xd, yd)}d∈[D] のもとでのパラメタwの確率
は、次のようになる。

P (w|D) =
P (D|w)P (w)

P (D)

P (w)：パラメタ w の事前確率
P (w|D)：データ D が与えられた状況でのパラメタ w の事後確率

MAP(maximum a posteriori)推定
事後確率 P (w|D)が最大となるパラメタ w を採用する

max
w

logP (w|D) ⇐⇒ max
w

logP (D|w) + logP (w)
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Ridge回帰とMAP推定
仮定

パラメタの事前分布：w ∼ N(0, τ2I)

仮定 3：y = Xw + ϵ, ϵ ∼ N(0, σ2I)

logP (D|w) + logP (w) =− D

2
log 2πσ2 − 1

2σ2
(y −Xw)T (y −Xw)

− n

2
log 2πτ2 − 1

2τ2
wTw

=− 1

2σ2
(y −Xw)T (y −Xw)− 1

2τ2
wTw +定数

この関数の最大化は、λを適当に定めた ∥y −Xw∥2 + λ∥w∥2 の最小化と等価

つまり、Ridge回帰は上記の仮定の元でのMAP推定とみなせる
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LASSO回帰とMAP推定
別の仮定

パラメタの事前分布：w の各要素が平均 0のラプラス分布に従う
※　平均 µ,分散 2b2 であるラプラス分布の密度関数

f(x;µ, b) =
1

2b
exp

{
−|x− µ|

b

}
仮定 3：y = Xw + ϵ, ϵ ∼ N(0, σ2I)

この仮定の元での、事後確率の最大化は LASSO回帰における学習と等価
つまり、LASSO回帰はMAP推定とみなせる。

Elastic Net回帰と等価な事前分布を作ることも可能だが、名前が付いているような
ありふれた分布ではない
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判別・分類
ここでは２クラスの判別・分類を考える。

データ： {(xd, yd)}d∈[D], xd ∈ Rn, yd ∈ {0, 1}

ロジスティック回帰
ロジスティック回帰では確率的判別モデルを考える
y = 1の確率を計算する。 f : Rn → [0, 1]

確率（実数）を予測するので回帰
新しいデータ xに対し、予測した確率が閾値（例えば 0.5）以上のとき y = 1、
そうでないとき y = 0と予測
多クラス判別に拡張した多項ロジスティック回帰というのもある
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ロジスティック回帰

予測器
線形関数 wTxとシグモイド関数を使った回帰。パラメタは w

ŷ = σ(wTx)

ŷ ∈ [0, 1]：予測値（確率）

シグモイド関数：
σ(a) :=

1

1 + exp(−a)
=

exp a

1 + exp a

0 < σ(a) < 1

lim
a→−∞

σ(a) = 0, lim
a→∞

σ(a) = 1

a1 < a2 =⇒ σ(a1) < σ(a2)

σ(−a) = 1− σ(a)

σ′(a) = σ(a)(1− σ(a))
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判別面
xに対する判別 (αは閾値)

判別結果 =

{
1 (σ(wTx) ≥ α)

0 (σ(wTx) ≤ α)

σ(a)は単調増加関数なので、判別面は超平面となる。
C1 := {x | wTx ≥ σ−1(α)}, C0 := {x | wTx ≤ σ−1(α)}
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学習

誤差関数
（２クラス判別における）クロスエントロピー誤差

L(y, ŷ) := −y log ŷ − (1− y) log(1− ŷ)

y ∈ {0, 1}：目標, ŷ ∈ [0, 1]：予測値

y = 1のとき

ロジスティック回帰における学習
min
w

∑
d∈[D]

L(yd, σ(w
Txd))
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確率モデルに基づいた解析 1

確率 ŷで y = 1、それ以外（確率 1− ŷ）で y = 0となるベルヌーイ試行で、データ
が生成されたとする。

ただし ŷ = σ(wTx)

尤度関数
l(y;w) :=

∏
d∈[D]

(ŷd)
yd × (1− ŷd)

1−yd

対数尤度関数
log l(y;w) :=

∑
d∈[D]

{yd log ŷd + (1− yd) log(1− ŷd)}

=−
∑
d∈[D]

L(yd, ŷd)

クロスエントロピー誤差を用いた学習は最尤推定に相当する
max
w

log l(y;w) ⇐⇒ min
w

∑
d∈[D]

L(yd, σ(w
Txd))
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確率モデルに基づいた解析 2

データ yd, 予測値 ŷd とする

経験分布 P

p(y) :=

{
1 (y = yd)

0 (y ̸= yd)

予測した分布 Q

q(y) :=

{
ŷd (y = 1)

1− ŷd (y = 0)

とすると、

KL(P ||Q) :=
∑
xi∈X

p(xi) log
p(xi)

q(xi)

=− yd log ŷd − (1− yd) log(1− ŷd)

=L(yd, ŷd)

クロスエントロピー誤差は、経験分布と予測分布の距離（KLダイバージェンス）
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別の見方

予測器
線形関数 wTxを使った回帰。パラメタは w

ŷ := wTx

誤差関数
ロジスティック損失： y ∈ {1,−1} とする

L(y, ŷ) := log(1 + exp(−yŷ))

この予測器と誤差関数を用いた学習は次のようになる。

学習
min
w

∑
d∈[D]

L(yd,w
Txd)

これは、ロジスティック回帰における学習と一致する。
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等価性の証明

ŷ := wTx, L(y, ŷ) := log(1 + exp(−yŷ))

より、次の関係が成り立つ。

L(yd,w
Txd) =

{
log

{
1 + exp(+wTxd)

}
(yd = +1)

log
{
1 + exp(−wTxd)

}
(yd = −1)

一方、
ŷ := σ(wTxd), σ(a) :=

1

1 + exp(−a)
,

L(y, ŷ) := −y log ŷ − (1− y) log(1− ŷ)

より、次の関係が成り立つ。
L(yd, σ(w

Txd)) = −yd log
1

1 + exp(−wTxd)
− (1− yd) log

1

1 + exp(wTxd)

=

{
log

{
1 + exp(+wTxd)

}
(yd = 1)

log
{
1 + exp(−wTxd)

}
(yd = 0)

よって、両者は等しい。
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学習アルゴリズム
目的関数を F (w)とする。このとき、

∇F (w) = XT (ŷ − y)

∇2F (w) = XTDX

ここで、ŷd = σ(wTxd), Ddd = ŷd(1− ŷd) > 0 (d ∈ [D])

式変形は次のスライド

性質など
∇2F (w)は半正定値行列より、F (w)は凸関数
∇F (w) = 0が最適解の必要十分条件だが、解析的に解くことはできない
F (w)の最小点を Newton法で求める
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式変形
ŷd := σ(wTxd)

∂ŷd
∂w

= ŷd(1− ŷd)x
T
d

F (w) :=
∑
d∈[D]

{−yd log ŷd − (1− yd) log(1− ŷd)}

∇F (w) =

(
∂F (x)

∂w

)T

=
∑
d∈[D]

{
−yd
ŷd

ŷd(1− ŷd)xd +
1− yd
(1− ŷd)

ŷd(1− ŷd)xd

}

=
∑
d∈[D]

(−yd + ŷd)xd

= XT (ŷ − y)

∇2F (w) =
∑
d∈[D]

ŷd(1− ŷd)xdx
T
d

= XTDX
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Newton法
Newton法の適用

wk+1 :=wk −
(
∇2F (wk)

)−1 ∇F (wk)

=wk − (XTDX)−1XT (ŷ − y)

=(XTDX)−1
(
XTDXwk −XT (ŷ − y)

)
=(XTDX)−1XTD

(
Xwk −D−1(ŷ − y)

)

z := Xwk −D−1(ŷ − y)とおくと、

wk+1 := (XTDX)−1XTDz.

これは、内積が (x · y) := xTDy で定義される内積空間上での直交射影
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学習アルゴリズム

学習アルゴリズム
反復重み付き最小２乗法 (iterative reweighted least squares method; IRLS)

1 k := 1として、w1 の初期値を定める。
2 ŷd := σ(wT

k xd) d ∈ [D]
Ddd := ŷd(1− ŷd) d ∈ [D]

3 z := Xwk −D−1(ŷ − y)

4 wk+1 := (XTDX)−1XTDz

5 終了条件を満たしていれば終了。
そうでなければ、k := k + 1として (2)に戻る
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